
		
			
				
					
				
			

			
				
					Modelo de predicción para la identificación temprana de deserción estudiantil en la carrera de  

					Comercio, de la Universidad Técnica de Babahoyo  

					César Geovanny Ortiz Mosquera  

					Andrés Santiago Cisneros Barahona  

					Volumen: 9  

					Nro. 2  

					Año: 2026  

					Recepción: 22-11-2025 / Revisión:23-12-2025 / Aprobación: 28-01-2026 / Publicación: 27-02-2026  

					Modelo de predicción para la identificación temprana de deserción estudiantil en la carrera  

					de Comercio, de la Universidad Técnica de Babahoyo  

					Prediction model for the early identification of student dropout in the Commerce program  

					at the Technical University of Babahoyo  

					César Geovanny Ortiz Mosquera1  

					1359-7048 )  

					(cesar.ortiz@unach.edu.ec) (https://orcid.org/ 0000-0003-  

					Andrés Santiago Cisneros Barahona2 (ascisneros@unach.edu.ec) (https://orcid.org/0000-0002-  

					2524-041X)  

					Resumen  

					La deserción estudiantil en educación superior constituye un problema recurrente que afecta la  

					eficiencia académica y la continuidad de las trayectorias formativas, especialmente en los  

					primeros semestres universitarios. Bajo este enfoque, la identificación temprana del riesgo de  

					abandono resulta fundamental para orientar acciones preventivas desde la gestión académica. El  

					objetivo de esta investigación fue desarrollar y evaluar un modelo predictivo orientado a la  

					identificación temprana de la deserción estudiantil en la carrera de Comercio de la UTB, a partir  

					del entrenamiento y comparación de algoritmos de clasificación ampliamente utilizados en  

					analítica educativa. El estudio adoptó un enfoque cuantitativo, aplicado y predictivo, basado en  

					una base de datos histórica correspondiente a varios periodos académicos consecutivos. La  

					metodología incluyó el preprocesamiento de los datos, la construcción de una variable objetivo  

					con coherencia temporal y la comparación de modelos supervisados de clasificación, entre ellos  

					regresión logística, árbol de decisión, Random Forest, Gradient Boosting y XGBoost, bajo un  

					esquema de validación temporal. Los resultados evidencian que los modelos de ensamble  

					presentan un mejor desempeño para la detección temprana del riesgo de deserción, destacando  

					Gradient Boosting por su equilibrio entre capacidad predictiva y sensibilidad. Asimismo, se  

					identifica que variables asociadas a la carga académica, la trayectoria universitaria y el tipo de  
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					matrícula concentran información relevante para anticipar el abandono. Se concluye que el uso de  

					modelos de aprendizaje automático constituye una herramienta pertinente para apoyar sistemas  

					de alerta temprana y fortalecer estrategias institucionales de acompañamiento académico.  

					Abstract  

					Student dropout in higher education remains a recurrent problem that affects academic efficiency  

					and the continuity of educational trajectories, particularly during the initial semesters of  

					university studies. In this context, the early identification of dropout risk is essential to support  

					preventive actions within academic management. The aim of this study was to develop and  

					evaluate a predictive model for the early identification of student dropout in the Commerce  

					program at the Technical University of Babahoyo (UTB), based on the training and comparison  

					of classification algorithms commonly used in educational analytics. The research adopted a  

					quantitative, applied, and predictive approach, using a historical database covering several  

					consecutive academic periods. The methodology included data preprocessing, the construction of  

					a temporally consistent target variable, and the comparison of supervised classification models,  

					including logistic regression, decision trees, Random Forest, Gradient Boosting, and XGBoost,  

					under a temporal validation scheme. The results show that ensemble-based models achieve  

					superior performance in the early detection of dropout risk, with Gradient Boosting standing out  

					for its balance between predictive capability and sensitivity. In addition, variables related to  

					academic workload, university trajectory, and type of enrollment were identified as particularly  

					informative for anticipating student dropout. It is concluded that the use of machine learning  

					models represents a suitable tool to support early warning systems and to strengthen institutional  

					strategies for academic monitoring and student support.  

					Palabras clave: deserción estudiantil, educación superior, modelos predictivos, aprendizaje  

					automático, analítica educativa  

					Keywords: student dropout, higher education, predictive models, machine learning, learning  

					analytics  
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					Introducción  

					La deserción estudiantil en educación superior se constituye como un problema estructural que  

					afecta la eficiencia de las universidades, tensiona la planificación académica y debilita la equidad  

					en el acceso a oportunidades. En ese marco, la permanencia de los estudiantes depende de la  

					interacción entre factores académicos, personales, institucionales y socioeconómicos, que tienden  

					a aparecer en los primeros ciclos académicos y se acentúan cuando el estudiante enfrenta  

					transiciones en cuanto a la adaptación del ritmo universitario, reorganización familiar-laboral o  

					brechas formativas previas (Arteaga y Sandoval, 2018; Bacigalupe et al., 2020; Borja et al.,  

					2021). Por consiguiente, comprender la deserción como un fenómeno multicausal no es  

					únicamente una postura conceptual, sino una condición mínima para diseñar intervenciones  

					realistas y oportunas.  

					La deserción estudiantil en educación superior y el desafío de su identificación temprana  

					Una parte importante de la evidencia científica en la literatura reciente coincide en que el  

					rendimiento académico junto con variables de autorregulación, hábitos de estudio, carga  

					académica y condiciones del entorno, actúan como una señal temprana de riesgo, especialmente  

					cuando se combina con indicadores demográficos y de trayectoria universitaria (Acosta-Gonzaga  

					y Ramirez-Arellano, 2021; Alam y Islam, 2022; Alegre, 2014; Cardenas et al., 2020). También se  

					ha señalado que factores más sutiles como el autocontrol, la autoeficacia y dimensiones afectivas  

					relacionadas con la adaptación, afectan la continuidad de forma indirecta, dado que modelan la  

					persistencia ante demandas académicas y situaciones de frustración (Alegre, 2014; Alipour et al.,  

					2024; Barrera, 2020). Desde este contexto, el abandono no se da de forma “repentina”, sino que  

					se va configurando como un proceso, acumulando rasgos que, si se detectan a tiempo, permiten  

					orientar acciones de acompañamiento con mejores probabilidades de impacto.  

					Los modelos predictivos y analítica educativa como soporte para la gestión académica  

					En la práctica institucional persiste una limitación: las decisiones se toman cuando el problema  

					ya es evidente, es decir, cuando el estudiante acumula reprobaciones, baja asistencia, retraso en  

					matrícula o incluso deja de registrarse. Por tanto, el desafío no es solo describir los factores  
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					asociados, sino anticipar el riesgo de abandono con modelos que operen con datos disponibles en  

					etapas tempranas y que puedan integrarse a sistemas de alerta académica (Al-Tameemi et al.,  

					2023; Calva, 2020; Cardenas et al., 2020). En este punto, el desarrollo reciente de la analítica  

					educativa y el machine learning abren una ruta operativa para transformar datos administrativos y  

					académicos en probabilidades de evitar el riesgo, priorizando a los estudiantes que requieren  

					intervención.  

					La revisión de literatura científica relacionada con este tema nos evidencia, que los enfoques  

					predictivos se sustentan, por lo general, en algoritmos supervisados que aprenden patrones de  

					riesgo a partir de datos históricos. En educación superior, se reporta el uso recurrente de del  

					método de regresión logística, árboles de decisión y ensambles en particular, bosques aleatorios y  

					gradientes, esto debido a su desempeño competitivo y su relativa facilidad de implementación  

					(Alipour et al., 2024; Al-Tameemi et al., 2023; Calva, 2020). A esto se suma un interés creciente  

					por la explicabilidad, porque las instituciones no solo requieren “predicciones”, sino argumentos  

					comprensibles que justifiquen por qué un estudiante es catalogado en riesgo, y qué variables  

					empujan esa clasificación (Acosta-Gonzaga y Ramirez-Arellano, 2021; Alipour et al., 2024). En  

					consecuencia, el aporte real de un modelo no se agota en la exactitud, sino en su utilidad para la  

					toma de decisiones.  

					En el Ecuador, la discusión toma relevancia, debido a que se reportan porcentajes importantes de  

					deserción en los primeros ciclos académicos y una alta sensibilidad a condiciones  

					socioeconómicas, motivacionales e institucionales, lo cual obliga a mirar la permanencia como  

					un asunto de política universitaria y no como un “problema individual del estudiante” (Arteaga y  

					Sandoval, 2018; Borja et al., 2021). Por otra parte, se identifica un interés por incluir métodos  

					cuantitativos y modelos de predicción en la comprensión del rendimiento académico y en la toma  

					de decisiones, incluyendo propuestas que integran datos institucionales y modelación y minería  

					de datos (Calva, 2020; Cárdenas et al., 2020).  

					No obstante, en Ecuador hay una brecha entre estos esfuerzos y su adopción sistemática en  

					carreras específicas y contextos territoriales concretos. En la provincia de Los Ríos, y  

					particularmente en el cantón de Babahoyo, el fenómeno de la deserción es más agudo debido a la  
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					heterogeneidad estudiantil, las presiones laborales y familiares, y el nivel educativo, elementos  

					que a menudo se reflejan en variables administrativas y académicas, como tipo de matrícula,  

					turno, nivel/semestre, carga y recesos académicos (Alam e Islam, 2022; Barrera, 2020; Borja et  

					al., 2021). Sin embargo, lo que se conoce insuficientemente es cuán efectivo es un sistema de  

					alerta temprana basado en aprendizaje automático que compara modelos y equilibra precisión y  

					sensibilidad (la capacidad de detectar casos en riesgo) en este contexto y en la carrera de  

					Comercio.  

					En los primeros ciclos, la transición desde la educación media hacia la educación superior suele  

					evidenciar brechas en hábito de estudios, autorregulación del aprendizaje, manejo de la carga  

					académica, lo que aumenta la probabilidad de deserción temprana. De esta manera, se ha  

					documentado que las decisiones de permanencia o abandono se configuran rápidamente durante  

					el primer año, a partir de experiencias acumuladas de desempeño académico, integración  

					institucional y percepción de apoyo, lo que convierte a este período en un momento crítico para la  

					implementación de estrategias preventivas basadas en identificación temprana del riesgo  

					(Heublein & Wolter, 2011; Núñez-Naranjo et al., 2021; Tinto, 2017).  

					Por tanto, este estudio analiza la carrera de Licenciatura en Comercio de la Universidad Técnica  

					de Babahoyo (UTB) en el contexto del sistema de Educación Superior Pública en Ecuador y  

					evidencia la urgencia de construir un modelo predictivo en la gestión académica. Si se entiende la  

					deserción como un proceso, es necesario establecer la identificación de señales tempranas que  

					cuenten con soporte cuantitativo, que permitan la activación de acompañamientos oportunos,  

					enfocados y medibles (Al-Tameemi et al., 2023; Calva, 2020). En ese sentido, los modelos de  

					clasificación permiten generar probabilidades de riesgo a partir de patrones aprendidos, y su  

					comparación aporta un criterio técnico para seleccionar la alternativa más robusta según métricas  

					estándar (precisión, recall, F1 y AUC), evitando decisiones basadas únicamente en intuición o en  

					un solo indicador (Alipour et al., 2024; Cardenas et al., 2020).  

					Desde esta perspectiva, y partiendo de que la deserción se desarrolla como un proceso que  

					evidencia indicios previos de concretarse, esta investigación se orienta a determinar qué tan  

					efectivas resultan las estrategias de predicción temprana basadas en machine learning para apoyar  
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					la gestión académica en la carrera de Licenciatura en Comercio de la Universidad Técnica de  

					Babahoyo en el Ecuador. Por tanto, la pregunta que guía el estudio es la siguiente: ¿Qué modelo  

					de aprendizaje automático presenta el mejor desempeño en la detección temprana de estudiantes  

					en riesgo de deserción en la carrera de Comercio de la UTB, a partir de variables académicas e  

					institucionales, según métricas de clasificación utilizadas en analítica educativa?. De acuerdo con  

					la evidencia reciente, este tipo de pregunta es relevante porque no solo busca predecir, sino  

					seleccionar el modelo más útil para un sistema de alerta temprana en educación superior, donde  

					la sensibilidad para detectar casos de riesgo y la estabilidad del modelo entre cohortes se vuelven  

					criterios centrales para intervenir a tiempo (Carballo-Mendívil et al., 2025; Coussement et al.,  

					2020; Krüger et al., 2023; Niyogisubizo et al., 2022).  

					En correspondencia con la pregunta planteada, el objetivo general del estudio se enfoca en  

					desarrollar y evaluar un modelo predictivo orientado a la identificación temprana de la deserción  

					estudiantil en la carrera de Comercio de la UTB, a partir del entrenamiento y comparación de  

					algoritmos de clasificación ampliamente utilizados en analítica educativa. En ese marco, el  

					estudio propone, primero, preparar y estructurar la base de datos institucional para seleccionar  

					variables académicas y administrativas consistentes con el fenómeno de deserción; segundo,  

					entrenar y comparar modelos como regresión logística, árboles de decisión y métodos de  

					ensamble, incluyendo Random Forest, Gradient Boosting y XGBoost; tercero, determinar cuál  

					modelo ofrece el mejor equilibrio entre desempeño global y capacidad de detección temprana,  

					especialmente mediante métricas como recall, F1 y AUC; y, finalmente, establecer criterios  

					técnicos que permitan interpretar resultados y facilitar su integración en un esquema institucional  

					de seguimiento, tutorías y acciones preventivas, evitando que la predicción quede como un  

					ejercicio aislado sin aplicación real (Bettahi et al., 2025; Coussement et al., 2020; Flores et al.,  

					2022; Vaarma y Li, 2024).  

					La importancia de esta investigación radica en que ofrece una respuesta precisa a una  

					problemática que se encuentra de manera recurrente en la administración universitaria: la  

					imposibilidad de prever el riesgo de abandono antes de que el estudiante se desconecte del  

					proceso formativo o pierda continuidad académica. En este sentido, el uso de modelos predictivos  
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					se puede justificar por la posibilidad de convertir datos históricos en una herramienta que  

					posibilite la toma de decisiones oportunas y estratégicas, sobre todo en aquellas titulaciones en  

					que la heterogeneidad del alumnado y las externalidades se dan de una manera que pueden  

					acelerar el abandono en los primeros ciclos. El estudio contribuye al ámbito académico y la  

					práctica sobre la predicción de la deserción en la educación superior mediante algoritmos y  

					métricas comparativas y robustas, estableciendo cierres en la analítica descriptiva convencional y  

					en la analítica de ciencia de datos para sistemas de alerta temprana; y desde lo institucional, nutre  

					la lógica de la anticipación en la atención al estudiantado, ya que posibilita priorizar de forma  

					cuantitativa y argumentar respecto a qué riesgos y en qué variables se pueden realizar  

					intervenciones sin tener que esperar que la deserción se torne irreversible (Carballo-Mendívil et  

					al., 2025; Krüger et al., 2023; Niyogisubizo et al., 2022; Vaarma y Li, 2024).  

					Materiales y métodos  

					La presente investigación adoptó un enfoque cuantitativo, aplicado y predictivo, orientado a la  

					construcción y evaluación de modelos de aprendizaje automático supervisado para la  

					identificación temprana del riesgo de deserción estudiantil. El diseño se enmarcó en la analítica  

					educativa, utilizando datos institucionales históricos de la Carrera de Licenciatura en Comercio  

					de la Universidad Técnica de Babahoyo (UTB) en el Ecuador para estimar probabilidades de  

					deserción y aportar criterios técnicos para un sistema de alerta temprana.  

					Diseño del proceso predictivo  

					La Figura 1 sintetiza el flujo metodológico implementado en Google Colab, estructurado en cinco  

					etapas: (i) integración y depuración de datos históricos, (ii) definición temporal y construcción de  

					la variable objetivo, (iii) selección y preparación de variables predictoras disponibles en el  

					periodo actual, (iv) entrenamiento y comparación de modelos de clasificación, y (v)  

					selección/optimización del modelo con mayor utilidad para la detección temprana. Este esquema  

					se adapta de marcos de predicción de abandono y early warning systems en educación superior  

					(Coussement et al., 2020; Krüger et al., 2023).  
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					Figura 1. Proceso metodológico para la identificación temprana del riesgo de deserción  

					estudiantil.  

					Nota. Proceso adaptado de Coussement et al. (2020) y Krüger et al. (2023).  

					Fuente de datos y población de estudio  

					Los datos corresponden a una base institucional histórica de la carrera de Comercio (UTB),  

					integrada a partir de cinco periodos académicos consecutivos: mayo 2023–septiembre 2023,  

					octubre 2023–marzo 2024, abril 2024–agosto 2024, septiembre 2024–marzo 2025 y abril 2025–  

					septiembre 2025. La población estuvo conformada por estudiantes inscritos en primer y segundo  

					semestre, dado que el riesgo de deserción tiende a concentrarse con mayor ímpetu en las etapas  

					tempranas de la carrera universitaria (Arteaga y Sandoval, 2018; Bacigalupe et al., 2020; Borja et  

					al., 2021). El estudio trabajó con la totalidad de registros existentes para los períodos en cuestión,  

					por ende, se apoya en datos poblacionales.  

					Construcción del target y coherencia temporal  

					La variable objetivo binaria deserta_siguiente, se define a partir de la continuidad académica  

					entre  

					periodos  

					consecutivos.  

					Para  

					cada  

					estudiante  

					i

					y

					periodo  

					t,  

					se  

					asigna  

					푦푖푡 = 1 si el estudiante aparece matriculado en el periodo t pero no se encuentra registrado en el  
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					periodo inmediato siguiente t+1; en caso contrario, 푦푖푡 = 0. Para garantizar orden cronológico  

					consistente, el periodo se transforma a una escala ordinal mediante (1):  

					(

					)

					(1) 푝푒푟ꢀ표푑표_표푟푑푒푛 = 10 푎ñ표 + (푝푒푟ꢀ표푑표)  

					Los registros del periodo más reciente fueron excluidos de la modelación, porque no se puede  

					verificar la continuidad, y se construyó el objetivo evitando utilizar información del futuro, para  

					minimizar el riesgo de filtración temporal (data leakage).  

					Preprocesamiento y variables predictoras  

					Los nombres de columnas se estandarizaron (minúsculas, eliminación de espacios y  

					normalización de caracteres). Posteriormente, se eliminaron variables con más del 80% de  

					valores faltantes y atributos no pertinentes o sensibles (identificadores personales, contactos y  

					variables potencialmente filtrantes como periodo_siguiente_orden y registro_actual_2026). Los  

					faltantes  

					restantes  

					se  

					imputaron  

					mediante  

					la  

					moda  

					por  

					variable.  

					Para el modelado se utilizaron únicamente variables disponibles antes del periodo a predecir,  

					agrupadas en: (a) trayectoria académica (p. ej., semestre/nivel, credito_de_semestre,  

					periodo_academico_de_ingreso), (b) dimensión temporal (periodo, periodo_num, periodo_anio,  

					periodo_orden), y (c) variables sociodemográficas/administrativas (tipo_de_matricula, jornada,  

					etnia, estado_civil, canton_de_nacimiento). Las variables categóricas se transformaron mediante  

					one-hot encoding dentro de un pipeline, y las numéricas fueron estandarizadas mediante  

					StandardScaler dentro del pipeline de entrenamiento, con el fin de garantizar comparabilidad  

					entre escalas y estabilidad del proceso de optimización. Como resultado de este proceso, se  

					definió un conjunto final de 12 variables predictoras, utilizadas de forma consistente en todos los  

					modelos evaluados.  

					Formalmente, los predictores se organizaron en una matriz 푿 ∈ ℝꢁ푘, donde n representa el  

					{

					}

					número de estudiantes y k el número de variables explicativas, con 푌 ∈ 0,1 como variable  

					푖

					objetivo. Además, previo al entrenamiento, se realizó un análisis de correlación entre variables  

					numéricas para identificar posibles problemas de redundancia o multicolinealidad.  
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					Modelos evaluados  

					Se entrenaron y compararon cinco clasificadores supervisados: Regresión Logística, Árbol de  

					Decisión, Random Forest, Gradient Boosting y XGBoost, seleccionados por su uso frecuente en  

					predicción de deserción y desempeño en datos tabulares. En el caso de la regresión logística, se  

					modela la probabilidad de deserción mediante (2):  

					1

					( )  

					( | )  

					2 푃(푌 = 1 푋 =  

					(

					)

					ꢂ

					1 + 푒− 훽 + 훽 푥 +⋯+훽 푥  

					0

					1

					1

					ꢂ

					Para atender el desbalance moderado del target, se empleó ponderación de clases  

					(class_weight="balanced") en los modelos que lo soportan (regresión logística, árbol de decisión  

					y random forest).  

					Esquema de evaluación y selección del modelo  

					En la Tabla 1, se puede apreciar que la evaluación se realizó bajo un split temporal: el conjunto  

					de entrenamiento se define con observaciones hasta el percentil 75 de periodo_orden (periodos  

					previos) y el conjunto de prueba con observaciones posteriores (periodos futuros), simulando un  

					escenario prospectivo real. El desempeño se cuantifica con métricas estándar de clasificación:  

					Accuracy, Precision, recall, F1-score, AUC-ROC y el coeficiente de correlación de Matthews  

					(MCC). Con un enfoque de alerta temprana, la selección priorizó el recall, complementado por  

					F1, AUC, y MCC, con el objetivo de minimizar los falsos negativos. A la matriz de confusión y la  

					curva ROC del modelo que justifica su comportamiento en el conjunto de prueba, también se le  

					analiza. Por otro lado, la estabilidad del modelo seleccionado se evaluó a través de la  

					comparación de su rendimiento en la validación cruzada y la prueba temporal, así como un  

					análisis de sensibilidad a diferentes umbrales de decisión.  
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					Tabla 1. Métricas de evaluación de los modelos predictivos  

					Métrica  

					Expresión matemática  

					Interpretación  

					푇푃  

					푃푟푒푐ꢀ푠ꢀó푛 =  

					푇푃 + 퐹푃  

					Precision  

					Proporción  

					de  

					estudiantes  

					correctamente identificados como en  

					riesgo sobre el total clasificado como  

					en riesgo.  

					푇푃  

					푅푒푐푎푙푙 =  

					Recall  

					Capacidad del modelo para detectar  

					estudiantes que realmente presentan  

					riesgo de deserción.  

					푇푃 + 퐹푁  

					푃푟푒푐ꢀ푠ꢀó푛 × 푅푒푐푎푙푙  

					F1-score  

					Media armónica entre precisión y  

					recall, adecuada en escenarios con  

					clases desbalanceadas.  

					퐹1 − 푠푐표푟푒 = 2 ×  

					푃푟푒푐ꢀ푠ꢀó푛 + 푅푒푐푎푙푙  

					푇푃 + 푇푁  

					푇푃 + 푇푁 + 퐹푃 + 퐹푁  

					Accuracy  

					AUC  

					Proporción total de clasificaciones  

					correctas.  

					퐴푐푢 =  

					Área bajo la curva ROC  

					Correlación Matthews  

					Capacidad discriminativa del modelo  

					entre las clases.  

					MCC  

					Criterio de selección del modelo  

					La selección del modelo final se realizó mediante una comparación directa del desempeño de  

					todos los algoritmos entrenados, priorizando aquellos que presentaron mejores valores de recall,  

					F1-score y AUC, en coherencia con el objetivo de identificación temprana del riesgo de  

					deserción. Este criterio responde a la necesidad institucional de minimizar falsos negativos, es  
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					decir, evitar que estudiantes con riesgo real de abandono no sean identificados por el sistema  

					predictivo.  

					Resultados  

					Análisis descriptivo de variables numéricas  

					Las variables numéricas seleccionadas fueron estandarizadas mediante StandardScaler, lo que  

					permitió llevarlas a una escala común con media cero (0) y desviación estándar uno (1). Esta  

					transformación facilita la comparación directa entre variables con distintas unidades de medida y  

					permite interpretar la dirección y magnitud relativa de las diferencias promedio entre grupos.  

					La Figura 2 muestra el valor medio escalado de cada variable numérica, diferenciando entre  

					estudiantes que no abandonan (deserta_siguiente = 0) y estudiantes que abandonan en el periodo  

					siguiente (deserta_siguiente = 1). La línea de referencia en cero, muestra el promedio global del  

					conjunto de datos.  

					Figura 2: Gráfico de medias escaladas de variables numéricas  

					La variable credito_de_semestre muestra la separación más consistente entre grupos: los  

					estudiantes que desertan presentan valores claramente por debajo del promedio global, y en  
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					cambio, los que continúan, presentan valores por encima el promedio global. Este patrón  

					confirma que la carga académica sirve como un indicador temprano de compromiso académico, y  

					no como una mera reflexión del paso del tiempo. Por otro lado, las variables relacionadas con el  

					tiempo analizadas muestran efectos diferenciados. La variable periodo_orden muestra que la  

					deserción se concentra en las etapas más tempranas de la carrera académica, mientras que las  

					variables periodo_anio y periodo_num muestran variaciones marginales. Esto sugiere que el  

					tiempo en el calendario es menos explicativo que el nivel de progreso educativo.  

					Análisis de evaluación entre variables numéricas  

					Con el fin de complementar el análisis descriptivo previo al modelado, se estimó la matriz de  

					clasificación de las principales variables numéricas incluidas en el estudio: credito_de_semestre,  

					periodo_orden, periodo_anio y periodo_num. La Figura 3 presenta los coeficientes de  

					calificación de Pearson obtenidos para estas variables.  

					Figura 3: Matriz de correlación de variables numéricas  
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					La matriz de correlación confirma que credito_de_semestre es prácticamente independiente del  

					bloque temporal (correlaciones cercanas a cero), lo que fortalece su valor predictivo no  

					redundante. Sin embargo, periodo_orden y periodo_anio presentan una correlación  

					extremadamente alta (r = 0.995), indicando que capturan prácticamente la misma dimensión  

					estructural del tiempo académico. Desde el punto de vista del modelado, esto no generó  

					inestabilidad observable, pero evidencia una fuerte superposición informativa entre ambas  

					variables. En este sentido, las variables numéricas no muestran multicolinealidad severa fuera del  

					bloque temporal, lo que respalda la estabilidad posterior del entrenamiento supervisado.  

					Análisis descriptivo de variables categóricas  

					De manera complementaria, se realizó un análisis exploratorio de las principales variables  

					categóricas con el fin de identificar patrones diferenciados de deserción entre distintos grupos de  

					estudiantes. Para cada variable, se calcularon las proporciones de estudiantes desertores y no  

					desertores dentro de cada categoría, normalizando los valores respecto al total de observaciones  

					por grupo. Este enfoque permite comparar el riesgo relativo de deserción independientemente del  

					tamaño muestral de cada categoría.  

					La Figura 4 presenta las proporciones de deserción y permanencia para las variables categóricas  

					seleccionadas, incorporando una línea de referencia en 0.5 que representa un punto de equilibrio  

					entre continuidad y abandono académico.  
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					Figura 4: Proporciones de deserción por variables categóricas  

					El análisis por proporciones evidenció que el riesgo no se distribuye de manera uniforme, ya que  

					en el semestre/nivel se concentra la señal más clara: los primeros ciclos presentan mayor  

					proporción de deserción, evidenciando que el abandono es un fenómeno más temprano que  

					terminal. El tipo_de_matricula ofrece una segunda señal relevante, pues la matrícula  

					extraordinaria se vincula a mayor vulnerabilidad relativa, lo que evidencia que trayectorias  

					académicas interrumpidas o irregulares incrementan el riesgo de deserción.  

					Las diferencias por cohorte (periodo_academico_de_ingreso) reflejan acumulación temporal del  

					abandono, mientras que variables como jornada, etnia y cantón muestran variaciones moderadas  

					sin patrón dominante. En consecuencia, el fenómeno combina determinantes estructurales  

					(trayectoria y carga académica) con componentes administrativos y contextuales.  

					Comparación de modelos: superioridad consistente de Gradient Boosting  

					Los cinco modelos de clasificación supervisada: Regresión Logística, Árbol de Decisión,  

					Random Forest, Gradient Boosting y XGBoost, se construyeron utilizando exclusivamente  

					variables disponibles antes del periodo a predecir, evitando el uso de información futura o  

					sensible, y se entrenaron dentro de un pipeline que integra el preprocesamiento de los datos. La  

					evaluación se llevó a cabo utilizando un método de split temporal, utilizando como punto de corte  
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					el percentil 75 de la variable periodo_orden. Este método evita el sobreoptimismo de las  

					particiones aleatorias, y simula un escenario real de predicción en el futuro. En la Tabla 2 se  

					presentan las comparativas del desempeño de los modelos, de acuerdo a las métricas de accuracy,  

					precision, recall, F1-score, AUC-ROC y MCC.  

					Tabla 2: Comparación de métricas de desempeño de los modelos  

					Modelo  

					Gradient Boosting  

					XGBoost  

					Accuracy  

					0.892857  

					0.876984  

					0.861111  

					0.829365  

					Precision  

					Recall  

					F1-score AUC-ROC  

					MCC  

					0.912000 0.876923 0.894118  

					0.938053 0.815385 0.872428  

					0.935780 0.784615 0.853556  

					0.899083 0.753846 0.820084  

					0.923810 0.746154 0.825532  

					0.928153  

					0.925126  

					0.914596  

					0.828783  

					0.884773  

					0.786387  

					0.761690  

					0.733579  

					0.669469  

					0.689886  

					Random Forest  

					Árbol de Decisión  

					Regresión Logística 0.837302  

					Nota. Accuracy = exactitud global; Precision = precisión; Recall = sensibilidad; F1-score = media armónica entre  

					precisión y sensibilidad; AUC-ROC = área bajo la curva ROC; MCC = coeficiente de correlación de Matthews. El  

					modelo de Gradient Boosting presenta el mejor equilibrio global entre capacidad predictiva y detección temprana de  

					estudiantes en riesgo de deserción, criterio prioritario del estudio.  

					El esquema de validación temporal previno un sobreoptimismo metodológico al separar el  

					entrenamiento de la prueba, en función del tiempo. Con este método, se obtienen desempeños  

					competitivos en todos los modelos, pero el Gradient Boosting destaca por lograr el mejor  

					equilibrio, a nivel global, entre discriminación y sensibilidad. Aunque XGBoost y Random Forest  

					muestran alta precisión, su menor recall implica mayor omisión de casos reales de deserción.  

					Dado que el objetivo del estudio es la identificación temprana del riesgo, la capacidad de  

					detección resulta prioritaria frente a la reducción estricta de falsos positivos. En este contexto,  

					Gradient Boosting demuestra mayor coherencia con el propósito aplicado del modelo.  
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					Evaluación del modelo Gradient Boosting optimizado  

					Identificado Gradient Boosting como el modelo con mejor desempeño preliminar, se procedió a  

					una optimización sistemática de sus hiperparámetros mediante Grid Search, utilizando validación  

					cruzada de tres particiones exclusivamente sobre el conjunto de entrenamiento temporal. En el  

					conjunto de prueba, el modelo optimizado alcanza una accuracy de 0.897, una precision de 0.92  

					y mantiene un recall de 0.88. El AUC-ROC de 0.933 confirma una alta capacidad discriminativa,  

					mientras que el MCC de 0.79 refuerza la consistencia global del modelo. La Figura 5 muestra la  

					matriz de confusión correspondiente al modelo optimizado en el conjunto de prueba.  

					Figura 5: Matriz de confusión del modelo Gradient Boosting optimizado  

					La matriz de confusión permite una lectura más sustantiva del comportamiento del modelo. La  

					distribución de errores muestra que los falsos negativos no superan de forma desproporcionada a  

					los falsos positivos, lo que resulta relevante en un contexto de alerta temprana donde omitir casos  

					reales de abandono implica mayor costo institucional que generar alertas preventivas adicionales.  
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					Operativamente, el modelo logra una adecuada consistencia estructural entre el umbral de  

					detección y el de precisión, evitando tanto la sobre alerta sistemática, como la subdetección  

					crítica. Finalmente, la Figura 6 muestra la curva roc del modelo optimizado, la cual se mantiene  

					por encima de la diagonal de referencia.  

					Figura 6: Curva ROC del modelo Gradient Boosting optimizado  

					La curva ROC, por su parte, muestra que la capacidad discriminativa se mantiene a lo largo de  

					diferentes puntos de corte, y no depende de uno solo. Esto sugiere que el modelo no solo clasifica  

					adecuadamente bajo el umbral estándar, sino que conserva su estructura separadora en escenarios  

					alternativos de decisión institucional.  

					Estabilidad y sensibilidad del modelo seleccionado.  

					La Tabla 3 resume la evaluación de estabilidad del modelo bajo validación cruzada y prueba  

					temporal, así como su comportamiento ante distintos umbrales de decisión. La diferencia  

					moderada entre el recall obtenido en entrenamiento y en prueba indica adecuada generalización y  
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					ausencia de sobreajuste significativo. El análisis de sensibilidad confirma la respuesta coherente  

					estructuralmente del modelo ante variaciones del punto de corte: los umbrales más bajos  

					apalancan más incremento en la capacidad de detección y los umbrales más altos apalancan  

					decisiones más conservadoras. La continuidad del cambio de escenarios evidencia que el  

					desempeño se apalanca de forma no crítica en un umbral. La sensibilidad observada, sumada a la  

					estabilidad del modelo, refuerza la aplicabilidad de la transversalidad y el modelo a los sistemas  

					institucionales de alerta temprana.  

					Tabla 3. Evaluación de estabilidad y sensibilidad del modelo Gradient Boosting  

					Escenario de evaluación  

					Validación cruzada (CV)  

					Prueba temporal (Test)  

					Diferencia absoluta  

					Umbral = 0.4  

					Recall  

					0.802  

					0.869  

					0.067  

					0.908  

					0.869  

					0.846  

					Umbral = 0.5  

					Umbral = 0.6  

					Nota. CV = validación cruzada; Test = conjunto de prueba temporal.  

					Discusión  

					Los resultados obtenidos permiten confirmar que la deserción estudiantil en la carrera de  

					Comercio de la Universidad Técnica de Babahoyo no constituye un evento aislado ni abrupto,  

					sino un proceso que se va configurando gradualmente a lo largo de la trayectoria académica, en  

					coherencia con la concepción multicausal expuesta en la literatura especializada. En el contexto  

					institucional específico, los hallazgos también brindan un aporte empírico en el sentido de la  

					propuesta de Tinto (2017), Heublein y Wolter (2011), que coinciden con los ciclos de  

					institucionalización desde los procesos de abandono y de permanencia, en los que se presentan  
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					procesos de definición más intensos en los primeros ciclos. Justamente, la relevancia predictiva  

					construida en torno a la variable credito_de_semestre, permite suponer que la carga académica  

					ofrece señales de vinculación o desvinculación progresiva con el proceso formativo.  

					Desde esta perspectiva, se comprende el involucramiento académico como un acto de integración  

					dentro de la institución (Tinto, 2017). En efecto, se convierte en un fenómeno que pueda ser  

					absolutamente relevante, puesto que sugiere que incluso en la ausencia de un conjunto de  

					variables psicoeducativas, el propio sistema institucional, de manera predictiva, verifica la  

					existencia de señales que alertan los riesgos de una situación, lo que se corresponde con la merma  

					de autorregulación, el compromiso y la persistencia universitaria (Alegre, 2014; Barrera, 2020).  

					Por eso, la concentración del riesgo en los primeros semestres refuerza lo expuesto por Arteaga y  

					Sandoval (2018) y Borja et al. (2021) sobre la vulnerabilidad en los primeros niveles de la  

					educación superior. No obstante, en el contexto que se está analizando, esta vulnerabilidad se  

					traduce de forma más evidente en patrones de matrícula y progresión académica, donde se  

					evidencian las decisiones académicas concretas que las estructuras y los contextos del territorio  

					infligen. En este punto, los resultados permiten sostener que la deserción no puede comprenderse  

					únicamente como una dificultad individual, sino como un fenómeno que emerge de la interacción  

					entre trayectorias heterogéneas y exigencias institucionales, en coherencia con lo planteado por  

					Calva (2020).  

					Desde el plano metodológico, la superioridad consistente de los modelos de ensamble, y  

					particularmente de Gradient Boosting, adquiere relevancia más allá del rendimiento numérico  

					observado. Siguiendo a Coussement et al. (2020), Krüger et al. (2023) y Niyogisubizo et al.  

					(2022), este tipo de algoritmo muestra una mayor capacidad para captar relaciones no lineales y  

					combinaciones complejas de variables, lo cual es relevante cuando el fenómeno de estudio no  

					responde a un esquema causal simple. En este sentido, los resultados sugieren que el riesgo de  

					abandono no es función de un solo factor dominante, sino de arreglos acumulativos en los que la  

					carga académica, el tipo de matrícula y la progresión a lo largo del tiempo interactúan de manera  

					dinámica.  
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					Consistente con el objetivo institucional de identificación temprana, la priorización del recall  

					como criterio de selección para el modelo se explica en la necesidad de minimizar falsos  

					negativos, es decir, prevenir que estudiantes con riesgo real no sean detectados de manera  

					oportuna. Esta decisión metodológica concuerda con Alipour et al. (2024) y Cardenas et al.  

					(2020), quienes advierten que en los sistemas de alerta temprana la utilidad del modelo no se  

					limita a la precisión general, sino a la medida en que permite la implementación de la toma de  

					decisiones. En este marco, la estabilidad observada bajo validación temporal y variaciones de  

					umbral refuerza la idea de que el desempeño alcanzado no responde a un ajuste circunstancial del  

					conjunto de entrenamiento, sino a una estructura predictiva consistente, aspecto que la literatura  

					reciente considera fundamental para aplicaciones prospectivas (Carballo-Mendívil et al., 2025;  

					Vaarma y Li, 2024).  

					No obstante, la construcción del modelo, se limita a variables académicas y administrativas, lo  

					cual deja de lado aspectos más complejos a nivel psicoeducativo o socioeconómico. Por ello,  

					llegar a niveles aceptables de discriminación y sensibilidad en estos términos todavía indica que  

					el riesgo temprano, todavía, en parte, es institucionalmente observable. El hecho de llegar a  

					niveles aceptables de discriminación y sensibilidad en estas condiciones indica que el riesgo  

					temprano es, en parte, institucionalmente observable. Esto no descalifica la relevancia de la  

					subjetividad o de lo contextual, pero sí evidencia que la gestión universitaria tiene elementos  

					suficientes para implementar estrategias estructurales de prevención, gracias a que no son  

					necesarias nuevas herramientas de información. En este sentido, el modelo propuesto no debe  

					interpretarse como un mecanismo determinista, sino más bien como un instrumento técnico que  

					apoya el proceso de toma de decisiones académicas, en alineación con un entendimiento de la  

					retención estudiantil como una responsabilidad institucional concreta, empírica y compartida.  

					Conclusiones  

					La evidencia obtenida permite sostener que la deserción estudiantil en la carrera de Licenciatura  

					en Comercio de la Universidad Técnica de Babahoyo puede ser anticipada de manera  

					técnicamente consistente cuando se utilizan variables académicas e institucionales disponibles en  
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					los primeros ciclos y se respeta rigurosamente la coherencia temporal del modelado. Este  

					hallazgo confirma que el riesgo de abandono no se configura de forma súbita, sino que deja  

					señales observables en la trayectoria académica temprana, particularmente en la carga de créditos  

					cursados y en los patrones de progresión universitaria.  

					En coherencia con el objetivo de esta investigación, se ha obtenido gracias a la comparación  

					sistemática de diferentes algoritmos que, mediante técnicas de ensamble, y sobre todo, de  

					Gradient Boosting, se ha obtenido un balance óptimo entre sus capacidades de discriminación y  

					detección temprana. Esto se considera metodológicamente pertinente cuando se trabaja con una  

					institución cuya prioridad es omitir lo menos posible casos con características de riesgo. Este  

					resultado posee, además de sus implicaciones técnicas, los resultados del fenómeno de la  

					deserción, que parecen comportarse a través de técnicas no lineales, en vez de simples relaciones  

					de causa-efecto.  

					Los hallazgos de la presente investigación, además de todo lo mencionado, ofrecen una mejor  

					comprensión del fenómeno, haciendo énfasis en la deserción de la educación superior, sobre los  

					primeros semestres de la carrera, en los cuales la adaptación al sistema educativo y la  

					consolidación de la estructura de la carrera aún no se ha garantizado. Esto evidencia la necesidad  

					de concentrar en las etapas iniciales de la carrera los esfuerzos de intervención de carácter  

					preventivo, ajustado por criterios cuantitativos que definan de forma prioritaria la cantidad de  

					acompañamientos, sin sustituir el juicio académico, sino que se complementen con información  

					estructurada y empírica. Desde esta perspectiva, la investigación hace una contribución al campo  

					de la analítica predictiva en la educación en Latinoamérica al mostrar que, para efectos de la  

					analítica educativa, es posible dar el salto de acercamientos descriptivos a modelos predictivos  

					robustos. Desde esta perspectiva, es posible dar el salto de enfoques descriptivos a modelos  

					predictivos rigurosos, siempre que los datos no se filtren y se apliquen esquemas de validación  

					temporal en relación a plazos que sean coherentes con escenarios prospectivos.  

					Asimismo, la implicación no se restringe a la capacidad de clasificar a los estudiantes, sino al  

					hecho de que se puede considerar la predicción como un elemento constitutivo de los sistemas de  

					alerta temprana que favorecen la retención de los estudiantes. Por tanto, la investigación se  
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					sostiene en la existencia de una predicción temprana sobre la probabilidad de que un estudiante  

					abandone un curso; esto es posible metodológica y estratégicamente, siempre que se entienda  

					como un mecanismo no determinista, sino de carácter probabilístico que robustece la gestión de  

					la docencia de forma preventiva, y que fomente en la institución una perspectiva basada en la  

					evidencia sobre la permanencia de los estudiantes. En este sentido, la investigación puede  

					avanzar en esta dirección ampliando la modelación para incorporar variables psicoeducativas y  

					socioeconómicas de forma tal que se valide la estabilidad del modelo en otras carreras y cohortes,  

					y así se logre la robustez, el alcance y la profundidad analítica de un sistema de alerta temprana  

					en la institución.  
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